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SUMMARY 
Genetic algorithms are quite often presented as a panacea that is suitable to almost any problem and is 

going to replace traditional techniques. They are oversimplified, oversold and their real potential is very often 
overestimated. In order to avoid some mistakes related to genetic algorithms application and to prevent frustration 
associated with that it is necessary as in the other fields of human activities to learn from faults that were done before. To be 
able to do it these failures must be recorded, described, and analysed.  

Unfortunately, there are just a few contributions whose authors have confessed a failure when attempting to apply 
genetic algorithms to a particular problem and who has analysed such a disappointment. When one gets deeper into genetic 
algorithms field it is easy to realise that these algorithms are definitely not a kind of tool that is applicable immediately and 
to whichever problem without sufficient understanding the essence of the particular problem. Having understood the nature 
of the particular problem we might be able to design a hybrid evolutionary algorithm that might be a very competitive one or 
we might reach a conclusion that it is not a good idea to employ an evolutionary inspired approach. We do believe that there 
are some very good reasons that can help us to indicate potential problems and that is why we are going to describe them 
here in a greater detail. 
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1. Ò9OD  

P estoåe genetickp algoritmy jsou snadno 
aplikovatelnp a do zna np mtry i univerzilnt, nelze 
automaticky o ekivat, åe bez detailnt znalosti jejich 
fungovint a podrobnp analêzy problpmu, je moånp 
aplikact evolu ntch technik dosihnout uspokojivêch 
vêsledk . Klt  k opravdu efektivntmu vyuåtvint 
genetickêch algoritm  je zcela z eteln  ukryt ve 
vyuåtvint maxima znalostt o struktu e a charakteru 
konkrptntho problpmu (viz. [12]), ve vzijemnpm 
proltnint evolu ntch algoritm  s tradi ntmi 
technikami, kterp byly pro eãent t chto problpm  
vyuåtviny v minulosti, v procesu, kterê souhrnn  
nazêvime hybridizact.  

Ve snaze p edejtt n kterêm chybim spjatêm 
s aplikact genetickêch algoritm  a vyhnout se 
moånpmu zklamint, je vhodnp se stejn  jako 
v jinêch oborech lidskp innosti pou it z chyb, kterp 
jsou obvykle zaznameniviny priv  za ttmto ~ elem. 
%ohuåel, existuje jen milo pract, kterp by p iznaly 
ne~sp ch nasazent genetickpho algoritmu na ur itp 
dompn  nebo zkoumaly moånp p t iny takovêch 
ne~sp ch . Protoåe genetickp algoritmy rozhodn  
nejsou nistrojem pouåitelnêm okamåit  a na 
kterêkoliv problpm bez hlubãtho porozum nt jeho 
podstat  a nislednpm vhodnpm p izp sobent 
genetickpho algoritmu konkrptntmu problpmu, je 
nutnp a nanejvêã pot ebnp se t mto tpmat m 
hloub ji v novat. 

Existuje celi ada d vod  pro moånê ne~sp ch 
p i aplikaci genetickpho algoritmu a je t eba si na 
tuto otizku odpov d t v n kolika r znêch rovinich. 

Dle naãeho nizoru je nutnp rozliãovat ne~sp ch 
zp sobenê neopodstatn nou snahou o vyuåitt 
genetickpho algoritmu, selhint zp sobenp 
nevhodnêm typem konkrptntho problpmu a kone n  
pochybent p i vlastnt aplikaci genetickpho 
algoritmu. V dalãtm textu se pokustme tento nizor 
obhijit, bltåe objasnit a zkonkretizovat. 
 
2. NEOPODSTATN Ne POUäITË 
 

Z ejm  nejjednoduããtm d vodem, pro  genetickp 
algoritmy selhivajt, je nesprivni motivace pro jejich 
pouåitt. Protoåe celi oblast evolu ntmi procesy 
inspirovanêch paradigmat je relativn  mladi, velmi 
populirnt a zdi se, åe mnoho vêzkumnêch 
pracovntk  i praktickêch specialist  p tsluãnp 
algoritmy s ~sp chem pouåtvi, vzniki u n kterêch 
uåivatel  pot eba Äjtt s dobou³ a takp najtt pro tuto 
technologii n jakp pouåitt. Tento entusiasmus, kterê 
provizt kaådê slibn  se rozvtjejtct obor, a to nejen 
v oblasti informatiky, sice p itahuje novp a novp 
uåivatele, ale je tpå p t inou astêch roz arovint, 
pokud se ideiln  vypadajtct vêsledky dosaåenp na 
ilustrativntch ~lohich ãkolntho typu neda t 
zopakovat p i eãent skute nêch problpm  [7]. 

Podobn  jako u jinêch moderntch sm r  
vêzkumu je snadnp i v tomto p tpad  najtt mnoåstvt 
publikact, jejichå ctlem je vysv tlit innost 
genetickpho algoritmu co nejãirãtmu okruhu 
potenciilntch uåivatel . Ve snaze o maximilnt 
jednoduchost a nizornost takovpho textu se b ån  
stivi, åe funkce genetickpho algoritmu je 
demonstrovina na relativn  jednoduchpm problpmu. 
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Z hlediska pedagogickpho je samoz ejm  vhodnp 
volit jednoduchê p tklad, ale pokud se v souvislosti 
s takovêm vêkladem sou asn  neuvede, åe danê 
problpm je ilustrativnt a åe na tpåe ~loze funguje 
mnohem lppe algoritmus jinê (a  jiå z hlediska asu 
vêpo tu i kvality nalezenpho eãent), vytvi t se 
u uåivatel  zcela matouct a chybnê dojem, åe 
genetickp algoritmy jsou s vêhodou pouåitelnp na 
p tsluãnp t td  problpm  (viz. nap . [8] a [9]).  

Je proto t eba jasn  a z eteln  konstatovat, åe 
genetickp algoritmy jsou sice do zna np mtry 
univerzilntm a vãestrann  pouåitelnêm nistrojem, 
ale pokud pro danou t tdu problpm  existuje 
specifickê algoritmus, potom nelze o ekivat, åe 
jednoduchê genetickê algoritmus (bez dalãtch ~prav, 
kterp by podstatnêm zp sobem zvêãily jeho ~ innost 
na danpm problpmu) by z p tsluãnpho porovnint 
mohl vyjtt vtt zn  a  jiå z hlediska rychlosti 
zpracovint i kvality nalezenpho eãent.  

Genetickp algoritmy by tedy nem ly bêt 
vntminy a aplikoviny jako nihrada stivajtctch 
technik, pokud takovp existujt a umoå ujt nim 
dosahovat na danp t td  problpm  p ijatelnêch 
vêsledk  v p ijatelnpm ase. Je-li vãak t eba 
atakovat problpm, na kterpm tradi nt metody 
selhivajt nebo neexistujt (krom  enumerativntch 
metod, kterp jsou vãak obvykle prakticky 
nepouåitelnp), potom rozhodn  pouåitt genetickpho 
algoritmu stojt za ~vahu. âance genetickêch 
algoritm  tkvt takp v jejich vzijemnp kombinaci 
s tradi ntmi technikami (tzv. hybridizaci), kteri 
m åe vpst k velmi zajtmavêm vêsledk m.  
 
3. NE9HODNé PROBLeM  

 
Vychizt-li naãe motivace z opravdovêch pot eb 

a nikoliv pouhpho pokuãent vyzkouãet si moånosti 
genetickêch algoritm , stile jeãt  je moånp narazit 
na skute nost, åe konkrptnt problpm nent vhodnê 
pro eãent pouåittm t chto algoritm . Goldberg [6, 
s. 42-47] se podrobn ji zabêvi nap tklad takzvanêmi 
klamnêmi problpmy (deceptive problems), kterp se 
pro genetickê algoritmus jevt jako velmi obttånp. 
Jejich spole nêm znakem je skute nost, åe optimilnt 
eãent je izolovanp a obklopenp eãentmi 

s podpr m rnêm ohodnocentm. Jelikoå genetickê 
algoritmus vyuåtvi p i hledint optimilntho eãent 
informaci obsaåenou v chromosomech 
nadpr m rnêch jedinc , k dalãtmu postupu ve 
hledint dochizt kombinact istt t chto 
chromosom , jenå jsou v tomto p tpad  vzdileny od 
osamocenpho optima. Algoritmus je tak vlastn  
klamin zvliãtnt strukturou prohledivanpho prostoru 
a hledint je sm ovino do takovêch oblastt 
prohledivanpho prostoru, kterp jsou daleko od 
optimilntho eãent [1].  

Jako jednoduchê p tklad klamnpho problpmu zde 
m åe poslouåit hledint maxima funkce f(x) 
zobrazenp na obrizku tslo 1 (upraveno podle [10, 
s. 151]). Je z ejmp, åe u takto jednoduchp funkce 

i p i relativn  malp populaci existuje velki 
pravd podobnost, åe se genetickpmu algoritmu 
poda t nalpzt maximum jiå v po ite nt nihodn  
vygenerovanp populaci. 

P edpoklidejme vãak nynt, åe funkce g(x1,.., x25) 
je definovina nad p tadvaceti ty bitovêmi et zci 
a platt, åe  

g(x1,.., x25) = f(x1)+ ...+ f(x25), 
p i emå funkce f(x) je definovina dle obrizku 
tslo 1. Pravd podobnost, åe genetickê algoritmus 

nynt najde jiå v po ite nt populaci optimilnt et zec 
(sloåenê ze sta nul), je velmi mali a vzhledem ke 
zp sobu fungovint algoritmu a struktu e problpmu 
lze snadno experimentiln  ov it, åe evolu nt postup 
bude zaveden sptãe do maxima lokilntho ( et zec 
sloåenê ze sta jedni ek). 
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Obr. 1  P tklad klamnpho problpmu 
Fig. 1  An example of deceptive problem 

 
Òlohu vykazujtct vêãe uvedenp vlastnosti lze 

nejen pom rn  snadno sestrojit, ale krom  teoreticky 
vykonstruovanêch ~loh je moånp se s v tãtm i 
menãtm stupn m klamnosti potêkat i p i eãent 
n kterêch praktickêch problpm  (viz. [6]). P estoåe 
klamnost nent vlastnostt konkrptntho problpmu, ale 
ur itp reprezentace tohoto problpmu [4], nemust bêt 
v bec jednoduchp, najtt takovou reprezentaci, kteri 
jiå tuto negativnt vlastnost mtt nebude.  

Klamnp problpmy bohuåel nep edstavujt jedinp 
~skalt pro pouåitt genetickêch algoritm . 
P edstavtme-li si nap tklad relativn  jednoduchê 
problpm, kde bude existovat n kolik navzijem 
izolovanêch eãent s nadpr m rnêm ohodnocentm, 
p i emå vãechny dalãt prvky prohledivanpho 
prostoru budou ohodnoceny podpr m rn  
a s pouze minimilntmi rozdtly i dokonce 
konstantn , genetickê algoritmus ztratt schopnost 
rekombinovat a celê proces se zredukuje na hledint 
jehly v kupce sena, kteri bude odhalena jen s velmi 
malou pravd podobnostt. 
 
4. CHYBY P I 9LASTNË APLI.ACI 
 

Z vê tu d vod  pro moånê ne~sp ch aplikace 
genetickêch algoritm , kterp byly uvedeny vêãe, je 
z ejmp, åe i kdyå existuje opodstatn ni motivace 
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a problpm se jevt jako vhodnê pro nasazent 
genetickpho algoritmu, je moånp stile jeãt  adu v ct 
pokazit jeho nevhodnou a konkrptntmu problpmu 
nep izp sobenou aplikact. Protoåe tento poslednt 
z vêãe uvedenêch d vod  je nejkonkrptn jãt 
a konkrptntmu nebezpe t se di mnohem lppe elit, 
nebude na ãkodu si jej zde rozebrat podrobn ji. Jako 
ilustrativnt problpm, na n må budou moåni ~skalt 
demonstrovina, byl vybrin problpm obarvent grafu, 
na kterpm genetickp algoritmy dosahujt relativn  
vysokp efektivnosti. Vzhledem k omezenpmu 
prostoru tohoto p tsp vku se soust edtme pouze na 
nevhodnp zp soby aplikace genetickêch algoritm , 
p i emå efektivnt zp sob jejich pouåitt na tento 
konkrptnt problpm lze nalpzt nap tklad v [2].  

Neorientovanêm grafem rozumtme dvojici 
G = (V,E), kde V = {v1,.., vN` je mnoåina vrchol  
grafu a E = {e1,.., eM` je mnoåina hran, p i emå 
kaådi hrana ek  E je ur ena dv ma vrcholy tak, åe  
ek = (vi, vj), kde vi, vj  V, p i emå platt vi  vj  (tj. 
jsou zakiziny takzvanp smy ky). Obarventm grafu 
potom rozumtme zobrazent f:V , pro kterp platt 
podmtnka  

(vi, vj)  E  =>  f(vi)  f(vj). 
Vyjid eno slovy, kaådêm dv ma vrchol m, kterp 
jsou v grafu spojenp hranou, must bêt zobrazentm f 
p i azena r zni p irozeni tsla. Je-li namtsto 
p irozenêch tsel pouåita mnoåina ur itêch barev, 
vyåaduje se, aby koncovp vrcholy libovolnp hrany 
byly obarveny r znêmi barvami.  

Tento problpm se vyskytuje v mnoha r znêch 
variantich, z nichå z ejm  nejznim jãt jsou ~lohy 
vyåadujtct nalezent minimilntho po tu barev, 
kterêmi je zadanê graf moånp obarvit, nebo ~loha 
zjistit, zda danê graf je moånp obarvit t emi 
barvami. Jelikoå jsou tyto ~lohy NP-~plnp [5], je 
nepravd podobnp, åe se poda t najtt algoritmus, 
kterê by dokizal ~lohy tohoto typu eãit 
v polynomiilntm ase, a proto velkp instance t chto 
problpm  mohou bêt atakoviny pouze nejr zn jãtmi 
heuristickêmi metodami mezi neå pat t i genetickp 
algoritmy (viz. nap . [3]).  
 
4.1 PoXåiWt nesSriYnp reSre]enWDFe 
 

Prvnt chybou, kterou je moånp p i aplikaci 
genetickpho algoritmu ud lat, je pouåitt nesprivnp 
reprezentace. Z vêãe uvedenpho je z ejmp, åe 
prostor, ve kterpm algoritmus hledi eãent problpmu, 
je rozsihlê. Protoåe kydovintm je definovina relace 
mezi potenciilntmi eãentmi danpho problpmu 
a relevantntmi chromosomy, nad nimiå genetickê 
algoritmus pracuje, je t eba hledat takovp kydovint, 
kterp bude v ideilntm p tpad  p i azovat jednomu 
eãent priv  jeden chromosom. Pokud je n kterp 
eãent reprezentovino vtce neå jedntm 

chromosomem, vzniki zde redundance a genetickê 
algoritmus pracuje nad mnoåinou chromosom , 
kteri mi v tãt mohutnost neå p vodn  prohledivanê 
prostor. Protoåe se tpto redundanci v n kterêch 

p tpadech nelze ubrinit, je t eba ji alespo  
minimalizovat, to jest definovat takovp kydovint, 
kde kaådpmu potenciilntmu eãent odpovtdi co 
nejmenãt po et chromosom . 

P estoåe se tato myãlenka m åe na prvnt pohled 
jevit jako zcela logicki a z ejmi, je velmi snadnp se 
takovpto chyby dopustit. Ve zvolenpm ilustrativntm 
p tkladu sta t nap tklad zvolit zdinliv  p tmo arou 
reprezentaci ve form , kde kaådê gen reprezentuje 
jeden z vrchol  grafu a p tsluãnou alelou bude barva 
tohoto vrcholu. Jelikoå p i problpmu barvent grafu 
zileåt sptãe na po tu pouåitêch barev a struktu e 
nalezenpho eãent, to jest jak postupovat p i 
obarvovint vrchol  bez ohledu na skute nost, jakp 
barvy jsou momentiln  k dispozici, bude priv  
zvoleni reprezentace velmi redundantnt. Nap tklad  
chromosomy  

(åluti, åluti, modri, erni, åluti, modri), 
(modri, modri, åluti, erni, modri, åluti), 

( erni, erni, modri, åluti, erni, modri), atd. 
reprezentujt stile stejnp eãent, kterp se vyzna uje 
ttm, åe pouåtvi t i barvy, p i emå prvnt, druhê 
a pitê vrchol je obarven jednou barvou, t ett a ãestê 
vrchol druhou barvou a tvrtê vrchol must bêt 
obarven dalãt (dosud nepouåitou) barvou. 

Z tohoto p tkladu je zcela z eteln  vid t, åe 
jednomu potenciilntmu eãent odpovtdi n kolik 
r znêch chromosom . Po et t chto chromosom  
roste exponenciiln  s po tem pouåitêch barev 
a prostor, kterê genetickê algoritmus prohledivi, je 
mnohem v tãt neå p vodnt prostor, v n må se nalpzi 
hledanp eãent. Jestliåe v mnoha p tpadech je to 
priv  velikost prostoru potenciilntch eãent, kv li 
ntå dochizt k rozhodnutt o pouåitt genetickpho 
algoritmu, hned prvntm krokem p i jeho aplikaci je 
moånp p tsluãnou ~lohu jeãt  vtce zkomplikovat. 
 
 
4.2 PoXåiWt neYKoGnêFK oSeriWor  

 
Dalãtm problpmem, kterê m åe snadno 

vzniknout, je pouåitt nevhodnêch genetickêch 
operitor . Smyslem k tåent je kombinace vhodnêch 
stavebntch blok , jejichå pouåittm by m la vznikat 
novi individua s lepãtmi vlastnostmi, neå kterp m li 
jejich p edch dci. Pouåijeme-li pro jednoduchost 
i nadile vêãe diskutovanou reprezentaci spole n  
s operitorem dvoubodovpho k tåent, je velmi snadnp 
se p esv d it o tom, åe tomu tak bêt ani zdaleka 
nemust.  

Uvaåujme nisledujtct dv  individua, kteri jsou 
eãentm problpmu barvent grafu z obrizku tslo 2, 

a nech  druhê a tvrtê gen jsou nihodn  vybranp 
body k tåent: 

(åluti, åluti,_ modri, erni,_ åluti, modri), 
(zeleni, zeleni, _ åluti, btli, _ zeleni, åluti). 

Vêm nou p tsluãnpho pod et zce potom vzniknou 
individua 

(åluti, åluti, _ åluti, btli,_ åluti, modri), 
(zeleni, zeleni, _ modri, erni, _ zeleni, åluti). 
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Odtud je vid t, åe zattmco rodi ovskp chromosomy 
byly v obou p tpadech eãentm danpho problpmu, 
ani jeden z potomk  nent p tpustnêm eãentm. 
Druhê z potomk  dokonce mtsto p vodntch a pln  
posta ujtctch t t barev jiå vyuåtvi barvy ty i. 
Namtsto d d nt dobrêch vlastnostt po rodi tch zde 
doãlo k ~plnpmu rozbitt a zni ent informace 
obsaåenp v p vodntch chromosomech. Protoåe tento 
vêsledek nent din pouze nep tliã ã astnou volbou 
bod  k tåent, ale zcela z eteln  je moånp podobnpho 
efektu doctlit i v naprostp v tãin  dalãtch moånostt 
volby t chto bod , je evidentnt, åe pouåitê operitor 
k tåent v souvislosti se zde pouåitêm kydovintm 
rozhodn  nefunguje ve smyslu kombinace vhodnêch 
stavebntch blok . 
 

Obr. 2  P tklad barvent grafu 
Fig. 2  An example of graph colouring 

 
Negativntm zp sobem m åe v tomto p tpad  

p sobit i klasicki verze operitoru mutace, kteri 
nihodn  m nt hodnotu vybranpho genu. Uvaåujme 
nap tklad individuum reprezentovanp chromosomem 

(modri, åluti, modri, erni, åluti, modri), 
kde k nalezent p tpustnpho eãent schizt jiå pouze 
zm nit hodnotu prvntho genu, p i emå jak lze 
usoudit z obrizku tslo 2, tento gen odpovtdi 
vrcholu, kterê m åe nabêvat libovolnp barvy krom  
modrp (barva vrcholu tslo 3). V ideilntm p tpad  
operitor mutace zm nt priv  tuto alelu na hodnotu 
åluti nebo erni a vêslednê chromosom 
reprezentuje dokonce optimilnt eãent, nebo  
p tsluãnê graf nelze obarvit mpn  neå t emi barvami. 
Pokud tato mutace zm nt hodnotu prvntho genu tak, 
åe bude pouåita novi (dalãt) barva, chromosom bude 
reprezentovat p tpustnp eãent danpho problpmu, ale 
z hlediska po tu pouåitêch barev jiå nikoliv eãent 
optimilnt. 

Aå dosud jsme p edpoklidali, åe se mutace bude 
têkat priv  a pouze prvntho genu, ale jelikoå 
vãechny geny majt stejnou pravd podobnost bêti 
subjektem tpto operace, je nutnp pe liv  zviåit i tuto 
alternativu. Na tomto p tkladu je jasn  vid t, åe p i 
zm n  hodnoty libovolnpho ze zbêvajtctch gen  
(reprezentujtctch vrcholy tslo 2 aå 6) pouåittm 
n kterp ze stivajtctch barev {modri, åluti, erni` 
vzhledem k vlastnostem grafu z ejm  dojde 
k vytvo ent novpho konfliktu, jelikoå p i malp 
pravd podobnosti, s ntå je operitor mutace 

aplikovin, je sou asni zm na hodnot n kolika gen  
velmi nepravd podobni. P i pouåitt barvy dalãt, 
v chromosomu dosud nezastoupenp, sice åidnê novê 
konflikt v obarvovint nevznikne, ale po et 
pouåitêch barev se zvyãuje a ttmto zp sobem se 
algoritmus vzdaluje od nalezent optimilntho eãent. 
Analogicky jako p i zkoumint vlastnostt operitoru 
k tåent vêãe je tedy moånp konstatovat, åe klasickê 
operitor mutace p sobt destruktivn  a sptãe 
komplikuje cestu genetickpho algoritmu k nalezent 
optimilntho eãent. 

Zcela samostatnou kapitolu v p ehledu moånêch 
chyb p i aplikaci genetickêch algoritm  by bylo 
moånp napsat v souvislosti s problpmem volby 
pravd podobnostt, s jakêmi jsou jednotlivp 
genetickp operitory aplikoviny. Protoåe pro 
nastavent t chto parametr  neexistujt obecn  platni 
vêchodiska a navtc je t eba brit v ~vahu i jejich 
interakci s dalãtmi parametry genetickpho algoritmu, 
mezi neå zcela jist  pat t nap tklad velikost populace 
i pouåitp reproduk nt schpma pro p echod od jednp 

generace individut ke generaci nisledujtct, je moånp 
si snadno p edstavit negativnt d sledky nevhodnp 
volby t chto parametr  na vlastnt pr b h 
a konvergenci algoritmu. Vêsledky celp ady 
experimentilntch studit na tpma jakêm zp sobem 
nastavovat parametry genetickêch algoritm  lze 
nalpzt nap tklad v [11, s. 175-177]. 
 
4.3 PoXåiWt neYKoGnp oKoGnoFXMtFt fXnkFe 

 
Dalãt d leåitp rozhodnutt, kterp je pln  

v kompetenci uåivatele a m åe vêznamn  ovlivnit 
vêkonnost genetickpho algoritmu, je volba vhodnp 
ohodnocujtct funkce. P estoåe se na prvnt pohled 
m åe zdit jako samoz ejmost odvtjet ohodnocent od 
po tu sprivn  (resp. nesprivn ) obarvenêch vrchol , 
i zde existujt moånosti navrhnout alternativnt 
ohodnocent, kteri vzhledem k charakteru  tohoto 
problpmu budou lppe rozliãovat mezi jednotlivêmi 
individui v populaci a zefektivnt tak vlastnt evolu nt 
proces.  

K ilustraci je moånp v tomto p tpad  pouått 
obrizek . 3, kde je dvakrit nakreslen tentêå graf, 
ale pokaådp s jinêm iste nêm obarventm. P estoåe 
v obou p tpadech je v grafu zcela z eteln  vid t 
jedinê konflikt (zp sobenê zvêrazn nou hranou e, 
respektive hranou f ) a dle nejjednoduããtho zp sobu 
vêpo tu ohodnocujtct funkce, kterê zivist pouze na 
po tu konflikt  p i danpm iste npm obarvent, by 
tedy oba p tpady byly ohodnoceny stejn , je velmi 
snadnp si povãimnout, åe mezi nimi je podstatnê 
kvalitativnt rozdtl. 

Zattmco v prvntm p tpad  je z ejm  okamåik 
nalezent p tpustnpho obarvent (p edpoklidejme pro 
tuto chvtli, åe mime k dispozici pouze t i barvy) 
jeãt  velmi vzdilen a bude nutnp m nit barvy 
n kolika vrchol , aby se poda ilo konflikt na hran  f 
odstranit, v druhpm p tpad , kdy konflikt je 
zp soben hranou e, sta t jiå zm nit pouze obarvent 
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jedinpho vrcholu, kterê navtc nemi åidnp dalãt 
sousedy a tudtå tato zm na nevyvoli åidnp dalãt 
vynucenp zm ny. 

Samoz ejm , åe Äjednoduchost³ a Äkompli-
kovanost³ obou situact byla v p edchoztch idctch 
posuzovina z jakphosi makro-pohledu, kterê nim 
umoå uje tuto rozdtlnost zcela z eteln  vid t. Je 
ovãem otizkou, jestli genetickê algoritmus krom  
schopnosti tento rozdtl post ehnout, ehoå lze doctlit 
priv  definict rafinovan jãt ohodnocujtct funkce, 
bude tpå vybaven ~ innêmi mechanismy, kterp mu 
umoånt zdinliv  jednoduchp operace (z naãeho 
makro-pohledu) nad p tsluãnêmi chromosomy 
efektivn  provid t. Ale to neznameni nic jinpho 
neå nivrh vhodnêch operitor  a potaåmo i vhodnp 
reprezentace problpmu, tmå se kruh uzavtri. 

 

 
Obr. 3  R znp druhy konflikt  
Fig. 3  Different types of conflicts 

5. .DY GENETIC.e ALGORITMY POUäËT? 
 

P estoåe lze v relevantntch publikactch nalpzt 
mnoåstvt ~sp ãnêch aplikact, zcela z eteln  existuje 
i mnoho takovêch, kde genetickp algoritmy 
nefungujt dob e. P ed p istoupentm k vlastnt 
aplikaci genetickpho algoritmu na konkrptnt problpm 
by bylo jist  vhodnp znit a mtt k dispozici alespo  
n jakp indicie, kterp by umoånily poznat, zda 
genetickê algoritmus je i nent v danpm p tpad  
vhodnou metodou. Ani zde samoz ejm  nelze 
o ekivat rigoryznt odpov  na takto formulovanou 
otizku, ale p esto existujt jakisi sptãe intuitivnt 
vodttka, kteri jsou pom rn  ãiroce sdtlena 
v komunit  v nujtct se problematice genetickêch 
algoritm .  

P edn  lze s pom rn  velkou jistotou 
konstatovat, åe mezi p tznaky signalizujtct, åe 
pouåitt genetickpho algoritmu bude opodstatn np 
a existuje dobri ãance konkurovat jinêm 
univerzilntm metodim, kterp nevyuåtvajt åidnp 
specifickp znalosti o konkrptntm problpmu, lze dle 
[11] za adit nisledujtct indicie: 

 prohledivanê prostor je velkê 
 prohledivanê prostor nent vyhlazenê 

a unimodilnt, nebo  
 struktura prohledivanpho prostoru je 

komplikovani 
 k eãent ~lohy nent t eba nutn  najtt globilnt 

optimum, ale p ijatelnp eãent v p ijatelnpm ase 
Z vêãe uvedenpho je z ejmp, åe klt ovou otizkou 

p i rozhodovint, zda pouått genetickê algoritmus p i 
eãent konkrptntho problpmu, je otizka, jak vypadi 

prostor, kterê mi bêt ttmto zp sobem prohledivin. 
Jestliåe je tento prostor vzhledem k jeho velikosti 
moånp projtt tradi ntmi exhaustivntmi postupy 
v p ijatelnpm ase, je jistp, åe ttmto zp sobem 
nalezneme globilnt extrpm, zattmco genetickê 
algoritmus m åe snadno nalpzt sptãe eãent 
sub-optimilnt.  

Je-li prohledivanê prostor hladkê nebo 
unimodilnt, potom r znp gradientovp metody budou 
p i eãent p tsluãnp ~lohy zcela p irozen  mnohem 
efektivn jãt neå genetickê algoritmus. Stejnê ziv r 
platt v p tpad , kdy prohledivanê prostor svojt 
strukturou a vlastnostmi umoå uje navrhnout dob e 
fungujtct specifickp heuristiky, kterp 
efektivn  vyuåtvajt p tsluãnêch znalostt o tomto 
prostoru.  

Jestliåe vãak prostor, ve kterpm se hledi eãent, 
kv li svp velikosti i struktu e nic podobnpho 
nep ipouãtt a pokud lze navrhnout a pouått efektivnt 
reprezentaci tohoto prostoru, potom genetickp 
algoritmy p edstavujt alternativu coby mocnê 
heuristickê nistroj k atakovint p tsluãnpho 
problpmu.  

Tyto indicie jsou samoz ejm  sptãe intuitivnt 
a na jejich ziklad  nelze p edem p esn  rozhodnout, 
zda na danp konkrptnt ~loze bude genetickê 
algoritmus schopen konkurovat jinêm metodim. Jak 
bylo vãak ukizino vêãe, chovint genetickpho 
algoritmu bude vådy do zna np mtry ziviset na 
vhodnp volb  kydovint, pouåitêch operitorech 
a nastavent jednotlivêch parametr , kterp je t eba 
volit tak, aby genetickê algoritmus byl co nejlppe 
p izp soben charakteru eãenpho problpmu. 
 
6. =È9 R 

 
Naãtm ctlem bylo p inpst realistickê pohled na 

oblast genetickêch algoritm  ve smyslu nalezent 
obecnêch d vod , kterp  mohou vpst k selhint 
genetickpho algoritmu p i eãent konkrptntho 
problpmu.  

Genetickp algoritmy jsou bezesporu velice 
obecnêm, univerzilntm, robustntm a snadno 
pouåitelnêm nistrojem pro eãent ãirokp ãkily 
praktickêch problpm . Na druhp stran  je z ejmp, åe 
chceme-li tento nistroj pouåtvat rozumn  
a efektivn , mustme znit jeho slabiny a omezent. 
Krom  toho je t eba genetickp algoritmy chipat 
nikoliv jako konkuren nt nistroj i nihradu 
klasickêch optimaliza ntch technik, ale vyhledivat 
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moånosti vêhodnp synergie, jenå m åe bêt dosaåena  
skrze proces hybridizace kdy genetickê algoritmus 
je vzhledem ke svp obecnosti pom rn  snadnp 
obohatit o vêzna np prvky algoritm  tradi ntch.  

Podobn  jako p i zachizent s jakêmkoli jinêm 
nistrojem, pokud je pouåtvin v nesprivnp situaci 
nebo na nesprivnê problpm, velmi pravd podobnê  
ne~sp ch nent chybou genetickêch algoritm , ale 
toho, kdo je nevhodn  aplikuje. 
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