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SUMMARY 
This paper focuses on basic principles of learning algorithm design. It presents various principles employed in known 

learning algorithms dealing with different representations of concept definitions. It discusses pros and cons of application of 
the presented basic principles in relation with classification task. The focus is also on systematization of algorithm election 
or design in several steps. First, a problem / learning task is analyzed. Next, those of basic principles are selected, witch 
match the given learning task requirements. Lastly, a general algorithm is designed in the form, which can be transformed 
into a selected programming language without difficulties. 
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1. ÒVO' 
 

 V praxi sa asto stretivame s postupom, 
v ktorom sa k rieãeniu kognittvnej ~lohy pristupuje 
tak, åe sa vysk~ãa vl ãia skupina algoritmov (viac-
menej intuittvne). Nisledne sa vyberie jeden, dva 
algoritmy, ktorp pre dan~ ~lohu divaj~ najlepãie 
vêsledky. Kognittvne algoritmy m{åu by  r{zneho 
druhu, m{åu realizova  u enie s u ite om aj bez 
u ite a, so zamerantm na rieãenie kognittvnych ~loh 
r{zneho typu, a napokon m{åu pracova  s r{znou 
reprezenticiou nau enej znalosti. Niektorp zikladnp 
princtpy maj~ vãak spolo np. Òlohou prtspevku je 
abstrahova  z ve kej mnoåiny kognittvnych 
algoritmov takzvanp zikladnp princtpy. Danêm 
zikladnêm princtpom bude taktieå venovanê tento 
linok. Zameriame sa aj na s~vislosti medzi 

zikladnêmi princtpmi u iacich algoritmov 
a charakteristikami u iacich ~loh. Tieto s~vislosti 
m{åu pom{c  pri systematizicii vêberu jednpho zo 
znimych alebo nivrhu novpho kognittvneho 
algoritmu. 

Budeme predpoklada , åe na vstupe u iaceho 
algoritmu mime mnoåinu pozorovant teda mnoåinu 
trpnovactch prtkladov. Na vêstupe je pojem, resp. 
trieda, ktorej popis alebo defintciu chceme ztska  
z danej mnoåiny prtkladov. Na konkrptnej 
reprezenticii pojmu nim teraz nezileåt. M{åe ts  
o ktor~ko vek z naj astejãie pouåtvanêch 
reprezenticit: logick~ konjunkciu, produk np 
pravidli, rozhodovacie stromy, rozhodovacie 
zoznamy, prahovp pojmy, pravdepodobnostnê popis, 
etalyny, neurynovp siete a pod. Pojem, resp. trieda 
bude charakterizovani skupinou atrib~tov a k nim 
vz ahovanêch podmienok, ktorêch splnenie 
posta uje na zaradenie novpho pozorovania 
k danpmu pojmu (triede).  

2. =ÈKLA'Ne PRINCËPY 

 Zikladnp princtpy kognittvnych algoritmov 
m{åeme rozdeli  do dvoch skuptn na charakte-

ristickp a dodatkovp. K charakteristickêm princtpom 
patria: usporiadanie priestoru pojmov, horolezeckê 
princtp, delenie priestoru prtkladov na podpriestory, 
riadenie vênimkami a s~ aåivê princtp. 
K dodatkovêm princtpom patria: skyrovacia funkcia 
a redukcia po tu kandiditov. Charakteristickp 
princtpy charakterizuj~ podstatu algoritmu, ktorê ich 
pouåtva. Dodatkovp princtpy s~ spravidla 
kombinovanp s niektorêm z charakteristickêch 
princtpov. Charakteristickp princtpy sa medzi sebou 
tieå m{åu kombinova . V alãom bud~ rozobratp 
jednotlivp zikladnp princtpy a bud~ uvedenp aj 
prtklady algoritmov, v ktorêch sa jednotlivp princtpy 
vyuåtvaj~. Podrobnejãie popisy têchto algoritmov je 
moånp nijs  v [3], [4] a [6]. 

 
 

2.1.  Usporiadanie priestoru pojmov 
 
 Jeden zo sp{sobov, ako ztska  h adanê pojem, je 
vytvori  priestor vãetkêch pojmov, ktorp prichidzaj~ 
do ~vahy ako rieãenia a ten preh ada . 
Preh adivanie bude efekttvnejãie, ak sa jednotlivp 
pojmy usporiadaj~ pod a zvolenpho kritpria. 
Naj astejãie pouåtvanêm kritpriom je vãeobecnos . 
Priestor pojmov usporiadanê pod a vãeobecnosti je 
moånp znizorni  acyklickêm grafom. Najvyããia 
~rove  tohto grafu reprezentuje najvãeobecnejãt 
pojem (tzv. nulov~ hypotpzu), ktorej atrib~ty nie s~ 
ohrani enp. äiadny atrib~t nie je stotoånenê 
s konkrptnou hodnotou. Na najniåãej ~rovni sa 
nachidzaj~ najmenej vãeobecnp pojmy, u ktorêch je 
kaådê atrib~t konkretizovanê. Tieto pojmy 
predstavuj~ trpnovacie prtklady. Smerom od 
najvyããej ~rovne k najniåãej vãeobecnos  klesi.
 Pri preh adivant priestoru pojmov 
usporiadanpho pod a vãeobecnosti sa nim pon~kaj~ 
tri moånp sp{soby preh adivania: od vãeobecnpho 
k ãpecifickpmu, od ãpecifickpho k vãeobecnpmu  
a paralelnp preh adivanie oboma smermi.  
 V strojovom u ent sa taktieå uplat uj~ vãetky 
klasickp preh adivacie metydy umelej inteligencie 
(do ãtrky, h bky a pod.).  
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 Tento princtp vyuåtvaj~ u iace algoritmy VSS 
(Version Space Search) [5], EGS (Exhaustive 
General to Specific) a ESG (Exhaustive Specific to 
General). Algoritmy VSS s~ prtkladom 
preh adivania obidvoma smermi.  

 
 

2.2.  HoroOe]eckê princtp 
 
 Horolezeckê princtp (hill-climbing) predstavuje 
vãeobecn~ preh adivaciu stratpgiu. Tento princtp je 
zaloåenê na gradientnom h adant extrpmu 
v lokilnom okolt vyãetrovanpho bodu. V kaådej 
itericii presk~ma okolie aktuilneho (dosia  
najlepãieho nijdenpho) rieãenia. Rieãenie sa 
nisledne presunie do najs ubnejãieho bodu tohto 
okolia. Novp rieãenie bude ma  novp okolie a opl  
sa presunie do najs ubnejãieho bodu tohto  novpho 
okolia, tm sa ztska alãie lepãie rieãenie. S ubnos  
rieãenia sa m{åe mera  nejakou skyrovacou 
funkciou. Nevêhodou têchto algoritmov je, åe stce 
dokiåu nijs  lokilny extrpm rêchlo, ale potom 
v om uviaznu, ke  sa v okolt nenachidza lepãie 
rieãenie. Preto sa pouåtvaj~ na dotiahnutie do 
extrpmu, ktorpho okolie bolo nijdenp inou metydou. 
 Prtkladom algoritmu, vyuåtvaj~ceho tento 
princtp je algoritmus I:P (Iterative :eight 
Perturbation) (generuje prahovp pojmy), SADE, 
SOMA [10]. 

 
 

2.�.  'eOenie priestoru prtkOadov na podpriestor\ 
 
 Princtp delenia priestoru prtkladov na 
podpriestory je jednêm z prvêch princtpov, ktorp sa 
za ali v rimci strojovpho u enia uplat ova . 
V literat~re ho m{åeme asto nijs  pod nizvom 
Äseparuj a panuj³. 
 Priestor trpnovactch prtkladov sa rekurztvne delt 
na podpriestory aå dovtedy, kêm  nie je splneni 
ukon ovacia podmienka. Naprtklad, kêm kaådê 
podpriestor neobsahuje iba prtklady jednej triedy. 
Delenie na podpriestory sa uskuto uje na ziklade 
splnenia podmienok. Podmienka sa vyberi pomocou 
informa nej teyrie tak, aby mala najniåãiu entrypiu, 
teda maximilny informa nê zisk. 
 Tento princtp sa vyuåtva v nasledovnêch 
algoritmoch: NSC (Nonincremental Separate and 
Conquer), AQ11 (generuj~ produk np pravidli), 
ID3, ID5R, C4.5, MDPL (generuj~ rozhodovacie 
stromy). 
 
 
2.�.  Riadenie vênimkami 
 
 Podstata princtpu riadenia vênimkami spo tva 
v tom, åe v kaådej itericii u iaceho algoritmu sa 
vãetky trpnovacie prtklady klasifikuj~ do danêch 
tried. Pre trpnovacie prtklady, ktorp s~ chybne 
klasifikovanp, teda pre vênimky sa vytvoria novp 
triedy. Tento proces sa opakuje dovtedy, kêm nie s~ 
vãetky trpnovacie prtklady sprivne klasifikovanp. 
Ukon ovacou podmienkou m{åe by   vykonanie 

danpho maximilneho po tu itericit. Algoritmus 
m{åe ukon i  svoju innos  aj vtedy ak viacero 
novêch itericit neprinieslo lepãie vêsledky. 
 Vênimkami s~ riadenp takp algoritmy ako NCD 
(Nonincremental Induction of Competitive 
Disjunctions) a ICD (Incremental Inductions of 
Competitive Disjunctions) [3], ktorp generuj~ 
etalyny a NE; ( Nonincremental Induction of 
Decision List with Exclusions), ktorê generuje 
rozhodovacie zoznamy. 

 
 

2.�.  S~ aåivê princtp 
 

S~ aåivê princtp je zaloåenê na tom, åe r{zne 
potenciilne pojmy, resp. triedy sa ohodnotia 
pomocou nejakej hodnotiacej funkcie. Vyberie sa ti 
trieda, ktori bude hodnotiacou funkciou najlepãie 
ohodnoteni. Prtkladom takejto hodnotiacej funkcie 
m{åe by  pravdepodobnos  triedy podmieneni 
hodnotami atrib~tov danpho klasifikovanpho 
prtkladu. alãou moånos ou je vzdialenos  
klasifikovanpho prtkladu (naprtklad euklidova) od 
typickêch reprezentantov jednotlivêch tried 
(etalynov). 

Tento princtp je vyuåtvanê Bayesovskêm 
klasifikitorom a algoritmami, ktorp generuj~ 
etalyny: NCD (Nonincremental Induction of 
Competitive Disjunctions) a ICD (Incremental 
Inductions of Competitive Disjunctions) [3]. 

 
 

2.�.  Skyrovacia Iunkcia 
 
 Ak chceme preh adivantm priestoru pojmov 
nijs  optimilne rieãenie, preh adime celê priestor 
pojmov. Avãak ~plnp preh adivanie priestoru 
pojmov je pomalp a niro np na as a paml . 
Alternattvou je systpm s preh adivactmi 
preferenciami (search bias), ktorê bude niektorp 
pojmy uvaåova  sk{r ako ostatnp. Takê systpm must 
definova  skyrovaciu funkciu, ktori najs ubnejãt 
pojem ohodnott najvyããtm tslom. Vo vãeobecnosti 
vêsledok tejto funkcie narasti priamo ~merne s Pc
po tom pokrytêch pozittvnych trpnovactch 
prtkladov a s Nnc po tom nepokrytêch negattvnych 
trpnovactch prtkladov. Dobri metrika berie do ~vahy 
aj celkovp mnoåstvo pozittvnych P a negattvnych N
prtkladov. 

NP
NPScore ncc  

Uvedeni funkcia Score m{åe nadob~da  hodnoty 
z intervalu <0,1>. 
Zloåitejãie prtstupy pouåtvaj~ ãtatistickp alebo 
informa np miery, naprtklad vêpo et entrypie. Ako 
skyrovacia funkcia sa m{åe taktieå pouåi  
signifikancia, ktori vychidza z defintcie entrypie 
[2], [4]. Je zivisli na takêch veli inich ako: po et  
trpnovactch prtkladov N, po et tried R, po et 
trpnovactch prtkladov triedy r Nr , po et vãetkêch 
trpnovactch prtkladov pokrytêch pravidlom K a 
po et trpnovactch prtkladov triedy r pokrytêch 



Acta Electrotechnica et Informatica  No. 3, Vol. 3, 2003 67 

pravidlom Kr . Tito funkcia m{åe nadob~da  reilne 
hodnoty. 

R

r r

r
r KN

NKKSignif
1

2log2
 

  
Princtp skyrovacej funkcie vyuåtvaj~ takp 

algoritmy ako HGS (Heuristic General to Specific), 
HSG (Heuristic Specific to General) (generuj~ 
logickp konjunkcie) a HCT (Heuristic Criteria 
Tables) (generuje tabu ku kritprit). Taktieå ho 
pouåtvaj~ algoritmy generuj~ce rozhodovacie 
stromy ID3 [7], ID5R a C4.5 [8], pri om ako 
skyrovaciu funkciu pouåtvaj~ informa nê zisk.  
Tento princtp vyuåtva aj algoritmus CN2 (generuje 
rozhodovacie zoznamy aj neusporiadanp mnoåiny 
pravidiel) [2] a ako skyrovaciu funkciu vyuåtva 
vyhodnotenie signifikancie. 

2.7.  Redukcia po tu kandiditov 

 Spravidla pri ~plnom preh adivant priestoru 
pojmov, mime v kaådej alãej itericii algoritmu 
viac pojmov ako v predchidzaj~cej. (V zivislosti od 
konkrptnej trpnovacej mnoåiny m{åe nasta  aj takê 
prtpad, ke  po et pojmov od itericii k itericii 
nenarasti.) Ke  je v jednej itericii, resp. na jednej 
~rovni vãeobecnosti v usporiadanom priestore 
pojmov, prtliã ve a pojmov, hovortme o ãirokom 
priestore pojmov. Preh adivanie takphoto priestoru 
by mohlo zaprt ini  zahltenie po tta a. Ak sa 
vzdime poåiadavky nijdenia optimilneho rieãenia, 
nemustme preh adiva  celê priestor pojmov. 
M{åeme preh adivanie priestoru pojmov obmedzi  
v kaådej itericii na ur itê po et kandiditov pojmov. 
Ide vlastne o takzvan~ metydu l~ ovpho 
preh adivania (beam search). 
 Vêhodnp je po et kandiditov pojmov ur i  tesne 
pred spustentm u iaceho algoritmu pouåtvate om, 
t.j. zada  ho ako parameter u iaceho algoritmu. 
Tento parameter sa zvykne ozna ova  ako BS faktor 
(z anglickpho Beam Size). Ak uå budeme 
preh adiva  iba niektorp pojmy, mali by to by  tie 
najs ubnejãie. Preto sa kandiditi pojmov v kaådej 
itericii usporiadaj~ pod a hodn{t skyrovacej funkcie 
a vyberie sa iba BS najs ubnejãtch pojmov. 
 V s~vislosti s princtpom redukcie po tu 
kandiditov rozoznivame takzvan~ tvrd~ zaujatos   
alebo tvrdp preferencie (hard bias) a mlkk~ 
zaujatos , resp. mlkkp preferencie (soft bias). 
V prvom prtpade s~ z preh adivania tvrdo vopred 
vyl~ enp niektorp typy pojmov. V druhom prtpade 
ni  nie je vopred vyl~ enp, teda ide o mlkãiu 
zaujatos . Niektorêm pojmom (naprtklad lepãie 
ohodnotenêm skyrovacou funkciou) sa pri 
preh adivant di prednos . 
 Princtp skyrovacej funkcie kombinovanê 
s princtpom redukcie po tu kandiditov vytvira 
takzvanê heuristickê prtstup k  rieãeniu u iacej 
~lohy, ktorê predstavuje kompromis medzi 
presnos ou a efekttvnos ou. Napokon, horolezeckê 

princtp je moånp povaåova  za ãpeciilny prtpad 
l~ ovpho preh adivania pri BS 1. 
 Princtp redukcie po tu kandiditov vyuåtvaj~ 
taktieå algoritmy HGS, HSG (generuj~ logickp 
konjunkcie) a HCT (generuje tabu ku kritprit). 
 
 
�. NÈVRH  ALGORITMU 
 
 Nivrhu algoritmu spo tva vo vêbere zikladnêch 
princtpov algoritmov, ktorp by bolo vhodnp uplatni  
vzh adom na charakter u iacej ~lohy. 
 Naprtklad princtp ~plnpho preh adivania 
usporiadanpho priestoru pojmov m{åeme pouåi  na 
rieãenie takmer kaådej u iacej ~lohy. Otizne je 
s akêm vêsledkom. M{åe sa sta , åe pre ve kê 
rozsah trpnovactch ~dajov bude trva  rieãenie ve mi 
dlho, prtpadne nim nebude sta i  paml  po tta a 
(priestor pojmov je ve mi ãirokê). Naviac pouåitie 
princtpu usporiadania priestoru pojmov vyåaduje 
defintciu operitorov, ktorp umoånia pohyb 
v priestore pojmov. 
 Ak mime zloåit~ ~lohu a ve kê rozsah 
trpnovactch ~dajov, m{åeme sa rozhodn~  pre 
preh adivanie priestoru pojmov, ale s dopl uj~cim 
vyuåittm princtpu skyrovacej funkcie a redukcie 
po tu kandiditov. 
 Dodato np vyuåitie princtpu skyrovacej funkcie 
a redukcie po tu kandiditov pri preh adivant 
priestoru pojmov sa hodt aj pri ~lohich, kde hri 
svoju ~lohu as a rieãenie potrebujeme urêchli , 
pri om nemustme trva  na optimilnom rieãent. 
 Ak mime rieãi  u iacu ~lohu, ktori je 
charakteristicki zaãumenêmi ~dajmi, m{åeme 
pouåi  princtp riadenia vênimkami alebo princtp 
skyrovacej funkcie. 
 Niekedy sa mustme potêka  s problpmom 
ve kpho rozptylu prtkladov jednej triedy medzi 
prtklady ostatnêch tried, o znameni, åe prtklady 
jednotlivêch tried nie s~ lineirne separabilnp. 
V takom prtpade m{åeme s ~spechom pouåi  
princtp delenia priestoru prtkladov na podpriestory 
resp. Äseparuj a panuj³, alebo aj princtp riadenia 
vênimkami. 
 Ak mi niã u iaci problpm vlastnos  lineirnej 
separability, m{åeme pouåi  horolezeckê princtp. 
 Niektorp kombinicie zikladnêch princtpov  s~ 
beånp, ako naprtklad kombinicia princtpu 
usporiadania priestoru pojmov s princtpom 
skyrovacej funkcie a redukciou po tu kandiditov. Je 
moånp tvori  aj netradi np kombinicie. Naprtklad 
pouåitie princtpu delenia priestoru prtkladov  na 
podpriestory a v rimci jednotlivêch podpriestorov 
aplikova  princtp preh adivania usporiadanpho 
priestoru pojmov. 
 Na ziklade doteraz uvedenêch skuto nostt, je 
moånp systematizova  nivrh u iaceho algoritmu 
nasledovnêm sp{sobom: 

Analyzujeme problpm resp. u iacu ~lohu. 
Na ziklade vêsledkov tejto analêzy, zvoltme tie 
zo zikladnêch princtpov, ktorp vyhovuj~ danej 
u iacej ~lohe. 
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Zostavtme vãeobecnê algoritmus, ktorê by 
vhodnêm sp{sobom kombinoval vybratp 
princtpy. 
Preptãeme tento algoritmus do vhodnpho 
programovacieho jazyka. 
Ke  sa uå venujeme kombinovaniu r{znych 

zikladnêch princtpov v rimci jednpho u iaceho 
algoritmu, bolo by vhodnp spomen~ , åe jestvuje aj 
ini moånos  a to kombinovanie r{znych algoritmov 
zaloåenêch na r{znych princtpoch pri rieãent tej istej 
~lohy. Takêm sp{sobom boli rieãenp predikcie 
ãpi iek odberu vody a analêza nivãtevnosti zimkov 
[9]. Tieto ~lohy spadali do oblasti dolovania znalostt 
(data-mining), ktori vyuåtva pri rieãent vlastnêch 
problpmov aj algoritmy strojovpho u enia. 
 
 
�. PRËIKLA' POUäITIA =ÈKLA'NéCH 

PRINCËPOV
 

Predstavme si, åe by sme mali klasifikova  
podozriv~ bankov~ opericiu. Naãou mnoåinou 
prtkladov by bolo obrovskp mnoåstvo ziznamov 
o bankovêch opericiich uskuto nenêch naprtklad 
v priebehu  jednpho roka. Mohlo by sa sta , åe by 
sme museli zvaåova  ~daje z nieko kêch bink. 
Òplnp preh adivanie priestoru pojmov by 
neprichidzalo do ~vahy. Preto by bolo vhodnp 
pouåi  princtp preh adivania priestoru pojmov 
v kombinicii s heuristickou funkciou a redukciou 
po tu hypotpz. 

Uvaåujme problpm diagnostiky ve mi 
zriedkavêch diagnyz nejakej ãpecializovanej oblasti 
medictny. Ide o problpm klasifikicie do nie ve kpho 
po tu tried. Taktieå trpnovacia mnoåina nie je prtliã 
po etni. Je totiå ve mi malp percento pacientov, 
trpiacich na danp ochorenia. Trpnovacie ~daje sa 
vãak vyzna uj~ ve kêm rozptylom prtkladov jednej 
triedy medzi prtklady ostatnêch tried, pretoåe 
uvaåovanp diagnyzy maj~ mnohp z prtznakov, 
vyskytuj~cich sa u pacientov, rovnakp alebo 
podobnp. V takom prtpade by bolo vhodnp priestor 
prtkladov rozdeli  pouåittm princtpu Ärozde uj 
a panuj³ (princtpu delenia priestoru pojmov na 
podpriestory) a nad jednotlivêmi podpriestormi 
pouåi  princtp usporiadania priestoru pojmov. 
Usporiadanp podpriestory by sa dali ~plne  
preh ada . Pre dan~ u iacu ~lohu by mohlo by  
zaujtmavp pouåitie kombinicie princtpu Äseparuj 
a panuj³ s princtpom riadenia vênimkami. Princtp 
riadenia vênimkami totiå formuje pre chybne 
klasifikovanp prtklady niektorej triedy nov~ ± 
pseudotriedu. To by mohlo vies  k odhaleniu novej 
choroby podobnpho, charakteru, ktori je trebirs 
zaprt ineni novêm zmutovanêm druhom vtrusu 
alebo baktprie. 
 
 
�. =ÈVER 
 

Òlohou tohto prtspevku bolo z ve kpho 
mnoåstva kognittvnych algoritmov znimych dnes 
v strojovom u ent abstrahova  zikladnp princtpy 

a charakterizova  ich. Uvedenp zikladnp princtpy 
vlastne vytviraj~ jednotlivp asti akejsi Äsklada ky³. 
Z astt tejto sklada ky, je moånp posklada  
ubovo nê algoritmus pod a objednivky, teda 

v zivislosti od charakteru rieãenej ~lohy, od 
platiacich obmedzent, poåiadavok na rêchlos  
a presnos  spracovania, od poåadovanej 
reprezenticie a od kvality trpnovactch ~dajov. T~to 
takzvan~ sklada ku je moånp vyuåi  tak pri vêbere 
jednpho z existuj~cich algoritmov, ako aj pri nivrhu 
novpho kognittvneho algoritmu v prtpade, åe åiadny 
existuj~ci kognittvny algoritmus nevyhovuje 
ãpeciilnym poåiadavkim naãej kognittvnej ~lohy. 
Tito ~loha spadi do oblasti metau enia 
(metalearning). Cie om je ztska  mnoåinu pravidiel 
na ur enie najlepãieho kognittvneho algoritmu pre 
dan~ kognittvnu ~lohu. Tieto pravidli by mohli by  
s~ as ou znalostnpho systpmu so zamerantm na 
metau enie. V [1] je uvedeni metyda, ktori ztskava 
tieto pravidli kontrolovanêm u entm (naprtklad 
algoritmom u enia zaloåenpho na prtpadoch 
(Instance Based Learning). Na popis ~lohy sa 
pouåtvaj~ zna ky (landmarks), ktorp m{åu by  
r{zneho druhu: rozhodovact uzol, ubovo ne 
vybratê uzol, najhorãt uzol, naivnê Bayes, 1NN 
(prvê najbliåãt sused), elitnê 1NN a lineirny 
diskriminitor. Hodnota zna ky sa ur uje ako 
priemerni chyba nad priestorom prtkladov. Dani 
metyda pouåtva aj meta-atrib~ty zaloåenp na 
informa nej teyrii (entrypia triedy, priemerni 
entrypia atrib~tov, muta ni informicia, 
ekvivalentnê po et atrib~tov a pod.). Tento prtstup 
je vãak v zna nej miere zaloåenê na ve kom po te 
experimentov pri ktorêch sa meria chyba 
klasifikicie pre r{zne kombinicie u iacich 
algoritmov a databiz. 

alãt vêskum by mohol by  zameranê na 
vãeobecne platnp s~vislosti kognittvnych algoritmov 
a kognittvnych ~loh. 
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